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UYARI Bu belge, el yazısִ ders notlarından Claude (Anthropic) yardımıyla dijitale aktarılmıştır.
Yardımcı kaynak olarak hazırlanmıştır; hata veya eksik içerebilir. Lütfen orijinal notları ve ders
kaynaklarınִ esas alִn.
NOTICE This document was transcribed from handwritten lecture notes with the help of
Claude (Anthropic). It is meant as a supplementary resource and may contain errors or
omissions. Always check against the original notes and official course material.

orj. s. 1 feature vektörü
~x =

[
#ayak sayısִ
#ağırlığı

]
P(Ci|x)

tavuk
keçi

}
#ayak sayısִ rt ∈ {2,4}

Bernolli dağılִmı:

orijinal çizim, s. 1

orijinal çizim, s. 1

Parametric kestirim:
1⃝ Varsayılan Model: θ
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2⃝ En olabilirlik fonksiyonu: L(θ)
3⃝ Optimization Yöntemi: MLE maximum likelihood estimation

MLE:

X = {x1, x2, . . . , xN}
her bir örnek.

xt︸︷︷︸
bu dağılִma göre üretilir

∼ p(x|θ)

orijinal çizim, s. 1

L(θ|X ) = p(x1|θ) · p(x2|θ) · · ·

=
N∏
i=1

p(xi|θ)︸ ︷︷ ︸
0′dan büyük

θ̂ = argmaxθ L(θ|X ) = likelihood fonksiyonunu max yapan θ benim kestirim
orj. s. 2 logaritmasını alabiliriz

ℓ(θ|X ) = log L(θ|X )

=
N∑
i=1

log p(xi|θ)

Yeterli istatistik (Sufficient Statistics)
Bir dağılִmı açִklayabilecek minimum parametre sayısִ

Bernoulli Distrubution:

P(x|θ) = θx(1 – θ)1–x,
ya 0 ya 1
x ∈ {0,1},

0 ile 1 arasında
θ ∈ [0,1]

??
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orijinal çizim, s. 2

L(θ|X ) =
N∏
i=1

p(xi|θ)

=
N∏
i=1

θxi(1 – θ)(1–xi)

ℓ(θ|X ) =
N∑
i=1

[
(xi log θ) + (1 – xi) log(1 – θ)

]

xi ∈ {0,1} ↓ s =
N∑
i=1

xi

∂ℓ(θ|X )
∂θ

= 0 = ∂(s log θ)
∂θ

+ ∂
(
log(1 – θ)(N – s)

)
∂θ

= s
θ
– N – s

1 – θ

N – s
1 – θ

= s
θ

s – sθ = Nθ – sθ

θ̂ = s
N =

∑N
i=1 xi
N

Saç renkleri üzerinden konuşalִm

orijinal çizim, s. 2

pk =
(
1 –

k–1∑
i=1

pi
)

pi ≥ 0,
k∑
i=1

pi = 1
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orj. s. 3 Classlarִm var
sınıf vektörü

orijinal çizim, s. 3

← Multinomial Density

P(x|θ) =
K∏
k=1

pxk

L(θ|X ) =
N∏
i=1

p(xi|θ) =
N∏
i=1

K∏
k=1

pxik

ℓ(θ|X ) = log
( N∏
i=1

K∏
k=1

pxik
)

∂ ℓ(θ|X )
∂p1

= 0⇒ p̂1 =
s1
N

Gauss Dağılımı

p(x|µ,σ2) = 1√
2πσ2

e–
(x–µ)2
2σ2

orijinal çizim, s. 3
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orijinal çizim, s. 3

L(θ|X ) =
N∏
i=1

p(xi|θ)

=
( 1√

2πσ2
)N N∏

i=1
e–

(x–µ)2
2σ2

ℓ(θ|X ) = –N log(2πσ2) –
N∑
i=1

(x – µ)2
2σ2

∂ ℓ(θ|X )
∂µ

= 1
2σ2

N∑
i=1

2(xi – µ)

0 =
∑N

i=1 xi – Nµ
σ2

orj. s. 4

N · µ =
N∑
i=1

xi

µ̂ = 1
N

N∑
i=1

xi

µ̂TML︸︷︷︸
Maximum likelihood

= 1
T

T∑
t=1

xt =
1
T
(
xT +

T–1∑
t=1

xt
)
= xT

T + 1
T

T–1∑
t=1

xt

= xT
T + 1

T µ̂
(T–1)
ML (T – 1)

µ̂TML = 1
TxT + T – 1

T µ̂T–1ML
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∂ℓ

∂σ2
= – N

2σ2 + 1
2σ4

N∑
i=1

(xi – µ̂)2 = 0

σ̂2 = 1
N

N∑
i=1

(xi – µ̂)2

Gaussian Mixtures

orijinal çizim, s. 4

p(x) =
K∑
k=1

wkN
(
x|µk, Σk︸︷︷︸

kovaryans matrisi

)

k-means:
wk =?
µk =?
Σk =?

orijinal çizim, s. 4

EM algoritm
Expectation
maximization algoritm

K∑
k=1

w0
k N

(
µ
(0)
k ,Σ(0)

k
)
= P(x|θ)

↪→ Etiketleme Expectation
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↪→ Maximization → K∑
k=1

w(1)
k N

(
µ
(1)
k ,Σ(1)

k
)

↪→ etiket değişmeyene kadar devam ederiz.
orj. s. 5

µ̂(N) = 1
N

N∑
i=1

xi

orijinal çizim, s. 5

buna kestiricinin varyansı
ε(d, θ) = E

[
(d(x) – θ)2

] ↗ varyans
bθ(d) = E{d(x)} – θ

E{m} = E
{∑N

t=1 xt
N

}
= 1

N
N∑
t=1

E{xt}

= 1
N

N∑
t=1

µ = N · µ
N = µ

Var{m} = Var
{∑N

t=1 xt
N

}
= 1

N2

N∑
t=1

Var{xt} = N · Var{xt}
N2

= Var[xt]
N = σ2

N

kestiricinin varyansı

s2 =
∑N

t=1(xt –m)2
N =

∑N
t=1(xt)2 – Nm2

N

E{s2} =
∑N

t=1 E
[
(xt)2

]
– NE{m2}

N
Var{x} = E{x2} – E{x}2

E[x2] = Var{x} + E{x}2 = σ2 + µ2

E[m2] = σ2

N + µ2

orj. s. 6

E[s2] =
( N∑
t=1

σ2 + µ2
)
– N · σ

2

N – Nµ2
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= Nσ2 + Nµ2 – σ2 – Nµ2
N = (N – 1)σ2

N
?= σ2 ↗ yanlı bi sonuç

N ile çarpıp N-1 bölüp, kestiriciyi değiştirsek çıkar

orijinal çizim, s. 6

N∑
i=1

ci
(
e+jωik)︸ ︷︷ ︸

baz fonksiyonlar

= f(k)

f(x) =
K∑
k=1

wkΦk(x – xk)

⟨f(x),g(x)⟩ =
∫∞
–∞

diklik

f(x)g(x)dx = 0

orijinal çizim, s. 6

Makine öğrenmesinde dik olmasa da olur base functions
haftaya Naive bayes
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